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Abstract

Online social networks have become extremely popular, causing the deployment and in-
creasing popularity of a new wave of applications on the Web. Associated with this popu-
larity growth, online social networks are becoming a key theme in several research areas.
This short course offers an introduction to the researcher who aims at exploring this
theme. Initially, we present the main characteristics of current online social network ap-
plications. Then, we discuss the main metrics and analyses employed to study the graphs
that represent the social network topologies. Finally, we summarize the main approaches
used to collect and process online social network datasets, and discuss recent work that
illustrates the use of such approaches.

Resumo

Redes sociais online tém se tornado extremamente populares, levando ao surgimento e a
crescente popularizacdo de uma nova onda de aplicacées na Web. Associado a esse cres-
cimento, redes sociais estdo se tornando um tema central de pesquisas em diversas dreas
da Ciéncia da Computagcdo. Este mini-curso oferece uma introducdo ao pesquisador
que pretende explorar esse tema. Inicialmente, apresentamos as principais caracteristi-
cas das redes sociais mais populares atualmente. Em seguida, discutimos as principais
métricas e andlises utilizadas no estudo dos grafos que formam a topologia das redes
sociais. Finalmente, sumarizamos as principais abordagens para coleta e tratamento de
dados de redes sociais online, e discutimos trabalhos recentes que ilustram o uso de tais
técnicas.

2.1. Introducao

Desde seu inicio, a Internet tem sido palco de uma série de novas aplicacdes, in-
cluindo email, aplicagdes par-a-par, aplicacdes de comércio eletronico, assim como varios



servicos Web. Atualmente, a Web vem experimentando uma nova onda de aplicacdes as-
sociada a proliferacdo das redes sociais online e ao crescimento da popularidade da midia
digital. Vérias redes sociais online (OSNs - Online Social Networks) surgiram, incluindo
redes de profissionais (ex., LinkedIn), redes de amigos (ex., MySpace, Facebook, Orkut),
e redes para o compartilhamento de conteuidos especificos, tais como mensagens curtas
(ex., Twitter), didrios e blogs (ex., LiveJournal), fotos (ex., Flickr), e videos (ex., You-
Tube).

Redes sociais online tém atraido milhdes de usudrios. De acordo com a Nielsen
Online [99], midia social, termo usado em referéncia a conteudo criado e disseminado
via interacdes sociais, passou na frente de email como a atividade online mais popular.
Mais de dois ter¢os da populacdo online global visita ou participa de redes sociais e blogs.
Como comparacdo, se o Facebook fosse um pafs, este seria o terceiro pais mais populoso
do mundo, gracas aos seus 500 milhdes de usudrios registrados [51]. Tanta popularidade
estd associada a uma funcionalidade comum de todas as redes sociais online que € permitir
que usudrios criem e compartilhem conteudo nesses ambientes. Este contetdo pode variar
de simples mensagens de texto comunicando eventos do dia-a-dia até mesmo a conteudo
multimidia, como fotos e videos. Como conseqiiéncia, as estatisticas sobre contetido ge-
rado pelos usudrios nesses sitios Web s@o impressionantes. Por exemplo, o Facebook
compartilha mais de 60 bilhdes de fotos, que ocupam mais de 1.5 PB de espaco [52]. A
quantidade de conteido que o YouTube armazena em 60 dias seria equivalente ao con-
teudo televisionado em 60 anos, sem interrup¢ao, pelas emissoras norte-americanas NBC,
CBS e ABC juntas [91]. De fato, o YouTube foi acessado por mais de 100 milhdes de
usudrios apenas em Janeiro de 2009 [38], com uma taxa de upload de 10 horas de video
por minuto [123].

Apesar de tanta popularidade e da enorme quantidade de contetido disponivel, o
estudo de redes sociais ainda estd em sua infincia, ja que esses ambientes estdo experi-
mentando novas tendéncias e enfrentando diversos novos problemas e desafios. A seguir
sumarizamos alguns elementos motivadores para o estudo de redes sociais online.

e Comercial: Com usudrios passando muito tempo navegando em redes sociais on-
line, esses sitios Web t€m se tornado um grande alvo para propagandas. De fato,
em 2007, 1,2 bilhoes de dolares foram gastos em propagandas em redes sociais on-
line no mundo todo, e é esperado que este ndmero triplique até 2011 [47]. Além
disso, usudrios de redes sociais online compartilham e recebem uma grande quan-
tidade de informacao, influenciando e sendo influenciados por seus amigos [29].
Conseqiientemente, redes sociais online estdo se tornando cada vez mais um alvo
de campanhas politicas [56] e de diversas outras formas de marketing viral, onde
usudrios sdo encorajados a compartilhar antincios sobre marcas e produtos com seus
amigos [77].

e Socioldgica: No passado o estudo de redes sociais era um dominio de socidlo-
gos e antropdlogos, que utilizavam, como ferramentas tipicas para se obter dados,
entrevistas e pesquisas com usudrios voluntarios [117]. Como conseqiiéncia, mui-
tos desses estudos foram realizados com base em amostras de dados pequenas e
possivelmente pouco representativas. Com a popularizacdo de aplicacdes de redes



sociais online, surgiu a oportunidade de estudos nesse tema com o uso de grandes
bases de dados, coletadas de tais aplicagdes. Sistemas como Facebook, Twitter,
Orkut, MySpace e YouTube possuem milhdes de usudrios registrados e bilhdes de
elos que os conectam. Redes sociais online permitem o registro em larga escala
de diversos aspectos da natureza humana relacionados a comunicagao, a interacao
entre as pessoas € a0 comportamento humano, em geral: elas permitem que as pes-
soas interajam mais, mantenham contato com amigos e conhecidos, e se expressem
e sejam ouvidas por uma audiéncia local ou até mesmo global. De fato, redes so-
ciais online vém funcionando como um novo meio de comunicag¢ao, modificando
aspectos de nossas vidas.

Melhorias dos sistemas atuais: Assim como qualquer sistema Web, redes sociais
online sdo vulnerdveis a novas tendéncias e estdo sujeitas a experimentarem uma
rdpida transferéncia de seus usudrios para outros sistema, sem aviso prévio. Por
exemplo, inicialmente o MySpace experimentou um crescimento exponencial
no nimero de usudrios. Entretanto, este crescimento foi seguido por uma forte
queda depois de abril de 2008 devido a um aumento no nimero de usudrios do
Facebook [111]. Um outro exemplo é o Orkut, que inicialmente cresceu muito
rapidamente em diversos lugares, mas que teve sua popularidade concretizada
somente em alguns paises. Dentre esses paises, o Brasil é o com maior ndmero de
usudrios registrados [92]. Vdrias razdes podem explicar este tipo de fendmeno,
incluindo a interface e novas utilidades do sistema, problemas de desempenho e
caracteristicas dos usudrios, etc. Finalmente, o grande volume de dados disponiveis
em diferentes redes sociais online abre um novo leque de opc¢des para pesquisas
relacionadas a recuperacao de contetido, onde estratégias de busca e recomendacdo
de usudrios e contetdo sdo cada vez mais importantes.

Outro aspecto importante estd relacionado ao trafego gerado pelas redes sociais
online. Intuitivamente, existe uma diferenca crucial entre publicar conteido na
Web tradicional e compartilhar contetido através de redes sociais online. Quando
as pessoas publicam algum conteido na Web, elas tipicamente fazem isso para
que todos os usudrios da Internet, em qualquer lugar, possam acessar. Por outro
lado, quando usudrios publicam contetido em redes sociais online, eles geralmente
possuem uma audi€ncia em mente, geralmente, seus amigos. Algumas vezes, a
audiéncia é explicitamente definida por um usudrio ou pela politica do sistema.
Conseqiientemente, redes sociais online constituem uma classe tinica de aplicagdes
com potencial para remodelar os padrdes de trafego na Internet. Estudar aspectos de
sistemas relacionados a redes sociais pode ser de grande importancia para a proxima
geracdo da infra-estrutura da Internet e para o projeto de sistemas de distribui¢ao
de conteudo mais eficientes, eficazes e robustos [71, 80].

Seguranca e contetido indesejavel: Redes sociais online estdo cada vez mais se
tornando alvo de usudrios maliciosos ou oportunistas que enviam propagandas ndo
solicitadas, spam, e até mesmo phishing. O problema se manifesta de diversas ma-
neiras, tais como a inclusido de videos contendo spams em listas de videos mais
populares [16, 13], o envio de spam no Twitter [11, 34, 58], a inclusdo de meta-



dados (particularmente tags) que nao descrevem adequadamente o contetido asso-
ciado (p.ex: tag spamming) [14], etc. Contetido ndo solicitado consome a atencao
humana, talvez o recurso mais importante na era da informac¢do. Em ultima ins-
tancia, o ruido e o disturbio causados por alguns usudrios reduzem a efetividade da
comunicacdo online.

Redes sociais online sdo ambientes perfeitos para o estudo de varios temas da
computagao, incluindo sistemas distribuidos, padroes de trafego na Internet, mineracao
de dados, sistemas multimidia e interacdo humano-computador. Além disso, por per-
mitir que usudrios criem conteddo, redes sociais vém se tornando um tema chave em
pesquisas relacionadas a organizacao e tratamento de grandes quantidades de dados, além
de constituirem um ambiente ideal para extracdo de conhecimento e aplicacio de técni-
cas de mineracdo de dados. Neste mini-curso apresentamos uma visdo geral sobre redes
sociais, oferecendo uma base necessdria ao pesquisador que pretende explorar o tema.
Inicialmente, apresentamos as principais caracteristicas das redes sociais mais populares
atualmente. Em seguida, discutimos as principais métricas e andlises utilizadas no estudo
dos grafos que formam a topologia das redes sociais. Finalmente, sumarizamos as princi-
pais abordagens utilizadas para coletar e tratar dados de redes sociais online, e discutimos
trabalhos recentes que utilizaram essas técnicas.

2.2. Definicoes e Caracteristicas de Redes Sociais Online

Esta se¢do apresenta uma visao geral sobre as redes sociais online, suas principais
caracteristicas e mecanismos de interagcdo entre 0s Usudrios.

2.2.1. Definicao

O termo rede social online é geralmente utilizado para descrever um grupo de
pessoas que interagem primariamente através de qualquer midia de comunicacdo. Con-
seqlientemente, baseado nessa defini¢do, redes sociais online existem desde a criagdo da
Internet. Entretanto, neste trabalho, nés utilizaremos uma defini¢do um pouco mais res-
trita, adotada em trabalhos anteriores [23]. Definimos uma rede social online como um
servico Web que permite a um individuo (1) construir perfis ptiblicos ou semi-publicos
dentro de um sistema, (2) articular uma lista de outros usudrios com os quais ele(a) com-
partilha conexdes e (3) visualizar e percorrer suas listas de conexdes assim como outras
listas criadas por outros usudrios do sistema.

Com base nessa defini¢do, existem vdrias redes sociais online disponiveis na Web,
que variam de acordo com seus objetivos primdrios. A Tabela 2.1 apresenta uma lista
com vérias redes sociais online populares atualmente, juntamente com seus principais
propdsitos. Uma lista atualizada e exaustiva de redes sociais online, com mais de 150
sitios Web, pode ser encontrada em [120].

2.2.2. Elementos das Redes Sociais Online

Nesta secao, discutimos vérias funcionalidades oferecidas pelas principais aplica-
coes de redes sociais online atuais. O objetivo desta se¢do nao € prover uma lista completa
e exaustiva de funcionalidades, mas apenas descrever as mais relevantes.



Nome Propésito URL

Orkut Amizades http://www.orkut.com
Facebook Amizades http://www.facebook.com
MySpace Amizades http://www.myspace.com
Hi5 Amizades http://www.hi5.com
LinkedIn Professionais http://www.linkedin.com
YouTube Compartilhamento de videos http://www.youtube.com
Flickr Compartilhamento de fotos http://www.flickr.com
LiveJournal | Blogs e didrios http://www.livejournal.com
Digg Compartilhamento de bookmarks | http://digg.com

Twitter Troca de mensagens curtas http://twitter.com
LastFM Compartilhamento de radio http://www.last.fm

Tabela 2.1. Algumas Redes Sociais Online Populares

e Perfis dos usudrios: Redes sociais online possuem muitas funcionalidades organi-
zadas ao redor do perfil do usudrio, na forma de uma pagina individual, que oferece
a descricdo de um membro. Perfis podem ser utilizados ndo s6 para identificar o
individuo no sistema, mas também para identificar pessoas com interesses em co-
mum e articular novas relagdes. Tipicamente, perfis contém detalhes demogréficos
(idade, sexo, localizacdo, etc.), interesses (passatempos, bandas favoritas, etc.), e
uma foto. Além da adi¢@o de texto, imagens e outros objetos criados pelo usudrio,
o perfil de um usudrio na rede social também contém mensagens de outros membros
e listas de pessoas identificadas como seus amigos na rede. Perfis sdo geralmente
acessiveis por qualquer um que tenha uma conta na rede social online ou podem ser
privados, de acordo com as politicas de privacidades definidas pelo usudrio.

Recentemente, Boyd e colaboradores [22] mostraram que, para a maior parte dos
usudrios de redes sociais online, existe uma forte relacdo entre a identidade do
individuo real e seu perfil na rede social.

e Atualizacoes: Atualizacdes sdo formas efetivas de ajudar usudrios a descobrir con-
teido. Para encorajar usudrios a compartilhar contetido e navegar por conteudo
compartilhado por amigos, redes sociais online geralmente fazem as atualizacdes
imediatamente visiveis aos amigos na rede social. Burke e colaboradores [27] con-
duziram um estudo utilizando dados de 140,000 novos usuarios do Facebook e
concluiram que atividades como atualizagdes sdo vitais para que novos usudrios
contribuam para o sistema. Como atualizagdes podem receber comentdrios de ou-
tros usudrios, elas também sdo formas especiais de comunica¢do em redes sociais
online.

e Comentarios: A maior parte das aplicagdes de redes sociais online permite que
usudrios comentem o contetido compartilhado por outros. Alguns sistemas tam-
bém permitem que usudrios adicionem comentdrios nos perfis de outros usudrios.
Comentarios sdo um meio primordial de comunicacdo em redes sociais online, e
também podem ser interpretados como expressao de relagdes sociais [5, 36]. Como
exemplo, usudrios do YouTube podem comentar os videos armazenados por outros
no sistema, enquanto que tanto no Facebook quanto no Orkut, usuérios podem adi-
cionar comentarios as fotos de outros. Da mesma forma, usuarios do LiveJournal
podem postar comentérios em blogs, etc.

e Avaliacoes: Em muitas redes sociais online, o conteido compartilhado por um



usudrio pode ser avaliado por outros usudrios. Avaliacdes podem aparecer em di-
ferentes niveis de granularidade e formas. No Facebook, por exemplo, usudrios
podem apenas gostar de uma postagem, clicando no botao “I like this”. De fato,
estatisticas recentes indicam que cada usudrio do Facebook avalia, em média, 9 ob-
jetos por més [51]. Ja no YouTube, videos podem ser avaliados com até 5 estrelas,
de forma similar a avaliacdo empregada na categorizacdo de hotéis. O YouTube
ainda prové uma avaliag¢do bindria (positiva ou negativa) para os comentarios rece-
bidos por videos, na tentativa de filtrar comentérios ofensivos ou contendo alguma
forma de spam.

AvaliacGes de conteddo sdo tteis de vérias formas. Como exemplo, elas ajudam
usudrios de sistemas como o YouTube a encontrar e identificar conteddo relevante.
Avaliagdes podem ainda ajudar administradores a identificar contetido de baixa qua-
lidade ou mesmo contetido inapropriado. Além disso, avaliacdes podem ser utiliza-
das para identificar conteido em destaque, para suportar sistemas de recomendacao,
etc. Uma rede social online que coloca as avaliacdes dos usudrios no centro do sis-
tema € o Digg. O Digg permite que usudrios avaliem URLS, noticias ou estérias, €
utiliza aquelas mais votadas para expor o conteido mais popular [76].

e Listas de Favoritos: Varias aplicacdes sociais utilizam listas de favoritos para per-
mitir que usudrios selecionem e organizem seu contetido. Listas de favoritos ajudam
usudrios a gerenciar seu proprio conteido e podem ser tteis para recomendagdes so-
ciais. Como exemplo, usudrios podem manter listas de videos favoritos no YouTube
e de fotos favoritas no Flickr. Nesses sistemas, usuarios podem navegar na lista de
favoritos de outros usudrios para buscar novos conteudos [28]. Conseqiientemente,
listas de favoritos também facilitam a descoberta de contetido e a propagacio de in-
formacdo. Sistemas como o Orkut e o Twitter também provéem listas de favoritos
(fas).

o Listas de Mais Populares (Top Lists): Tipicamente, redes sociais online que t€ém
o compartilhamento de contetido como elemento central do sistema, como o You-
Tube que é centrado no compartilhamento de videos, provéem listas de contetido
mais popular ou usudrios mais populares. Geralmente, essas listas sdo baseadas em
avaliacOes ou outras estatisticas do sistema relativas ao contetido (ex: nimero de
visualizagdes, avaliacdes, ou comentdrios) ou relativas aos usudrios (ex: nimero de
assinantes).

e Metadados: Em vérias aplicacdes de redes sociais online, tais como o YouTube e o
Flickr, usudrios tipicamente associam metadados, como titulo, descricao e tags, ao
contetido compartilhado. Metadados sdo essenciais para recuperacdo de conteido
em redes sociais online, uma vez que grande parte dos servigos de informacao (p.ex:
busca, organizacao de conteido, recomendagdo, propaganda) ainda utilizam os me-
tadados (particularmente as fags) como principal fonte de dados [21].

2.3. Teoria de Redes Complexas

Redes sociais online sdo inerentemente redes complexas. Consequentemente, va-
rios estudos recentes analisaram as caracteristicas de diferentes redes sociais online utili-



zando como base teorias existentes da area de redes complexas [1, 87, 40, 72, 78, 10, 15].
De fato, o estudo de redes complexas cobre um grande nimero de dreas e sua teoria
tem sido utilizada como ferramenta para entender varios fendmenos, incluindo o espa-
lhamento de epidemias [88], propagacdo de informacgdo [119], busca na Web [26], e
consequéncias de ataques a redes de computadores [3]. A seguir, vdrias propriedades
estatisticas e métricas comumente utilizadas para analizar e classificar redes complexas
sdo apresentadas na secdo 2.3.1. As secoes 2.3.2 e 2.3.3 discutem propriedades especifi-
cas comumente associadas a vdrias redes complexas, a saber, redes small-world e redes
power-law, respectivamente. Uma revisdo detalhada sobre métricas e teoria de redes com-
plexas pode ser encontrada na referéncia [95].

2.3.1. Métricas para o Estudo de Redes Complexas

Uma rede € um conjunto de elementos, que chamamos de vértices ou nodos, com
conexoes entre eles, chamadas de arestas. A estrutura topoldgica de uma rede pode ser
entdo modelada por um grafo, que, por sua vez, pode ser caracterizado a partir de diversas
métricas, discutidas a seguir. Assume-se que o leitor tenha um conhecimento sobre a
terminologia utilizada em teoria de grafos.

2.3.1.1. Grau dos Vértices

Uma caracteristica importante da estrutura de uma rede é a distribui¢do dos
graus de seus vértices. Tal distribui¢ao foi caracterizada em vdrias redes (ex: redes de
emails [63], a topologia da Internet [53], a Web [9], e redes neurais [24]) como seguindo
uma lei de poténcia. Em outras palavras, a probabilidade de um nodo ter grau k € pro-
porcional a k~%. Consequentemente, uma métrica comumente utilizada para comparar
diferentes redes € o expoente ¢, obtido através de uma regressdo linear. Valores tipicos
para o expoente o ficam entre 1.0 e 3.5 [46]. Para redes direcionadas, € comum analisar
as distribui¢des dos graus dos nodos em ambas as dire¢des, isto €, a distribuicdo do grau
de entrada e a distribui¢do do grau de saida.

o = 2.096 fit, R? = 0.987 a = 2.759 fit, R% = 0.987

# de nodos

Grau de entrada Grau de saida

Figura 2.1. Distribuicoes dos Graus de Entrada e de Saida em um Grafo de Inte-
racoes entre Usuarios através de Videos do YouTube

Como exemplo, a Figura 2.1 mostra as distribui¢cdes dos graus de entrada (es-
querda) e de saida (direita) para um grafo formado a partir das intera¢des entre usuarios



de videos do YouTube [10, 15]. Note que a curva da regressao linear, utilizada para se cal-
cular o expoente ¢, também € exibida nesses graficos. Ferramentas como o Gnuplot [62]
e o Matlab [84] podem ser utilizados para realizar a regressao e calcular o valor de «. Para
verificar a acurdcia da regressdo, € comum medir o coeficiente de determinagao R2[112].
Quanto mais préximo o valor de R? for de 1 (regressdo perfeita), menor serd a diferenga
entre o modelo de regressdo e os dados reais.

2.3.1.2. Coeficiente de Agrupamento

O coeficiente de agrupamento (clustering coefficient) de um nodo i, cc(i), é a
razao entre o nimero de arestas existentes entre os vizinhos de i € 0 nimero maximo
de arestas possiveis entre estes vizinhos. Como exemplo, a Figura 2.2 mostra o valor do
coeficiente de agrupamento para o nodo escuro em trés cendrios diferentes!. No primeiro,
todos os vizinhos do nodo estao conectados entre si e, conseqiientemente, o cc do nodo
¢ 1. No segundo cendrio, existe apenas 1 aresta entre os vizinhos do nodo dentre as 3
possiveis, deixando o nodo com cc = 1/3. No dltimo cendrio, ndo hd nenhuma aresta
entre os vizinhos do nodo escuro e, portanto, o cc do nodo € 0.

O Og;o OCE),O

cc=1 cc=1/3 cc=0

Figura 2.2. Calculo do Coeficiente de Agrupamento de um Nodo em Trés Cena-
rios Diferentes

Podemos notar que o coeficiente de agrupamento representa uma medida da densi-
dade de arestas estabelecidas entre os vizinhos de um nodo. O coeficiente de agrupamento
de uma rede, CC, € calculado como a média dos coeficientes de agrupamento de todos os
seus nodos.

2.3.1.3. Componentes

Um componente em um grafo é um conjunto de nodos, onde cada nodo possui
um caminho para todos os outros nodos do conjunto. Para grafos direcionados, um com-
ponente é chamado de fortemente conectado (SCC - Strongly Connected Component)
quando existe um caminho direcionado entre cada par de nodos do conjunto. Um com-
ponente € fracamente conectado (WCC - Weakly Connected Component) se o caminho é
nao direcionado.

!Arestas tracejadas ndo existem e apenas ilustram as possiveis conexdes entre os vizinhos do nodo
escuro.



Um trabalho que se tornou referéncia no estudo de componentes em redes comple-
xas aborda a estrutura da Web representada por um grafo em que nodos sdo paginas Web
e arestas sao elos existentes entre as paginas [26]. Os autores propdem um modelo que
representa como os componentes no grafo da Web se relacionam. Este modelo, aplicado
somente em grafos direcionados, possui um componente central que é o SCC, chamado
também de core, e outros grupos de componentes que podem alcancar o SCC ou serem
alcancados por ele. O modelo ficou conhecido como bow tie [26], pois a figura que ilustra
o modelo lembra uma gravata borboleta.

(a) Web (b) Férum de Java

(c) Interagdes com video

Figura 2.3. Estrutura dos Componentes da Web [26], do Forum de Java [124] e
do Grafo de Interacdes de Usuarios do YouTube [15]

Este modelo tem sido utilizado por outros estudos como forma de comparar a or-
ganizacao dos componentes de um grafo direcionado [124, 15]. A Figura 2.3, por exem-
plo, ilustra o uso do modelo bow tie para comparar a estrutura dos componentes de trés
redes diferentes, a saber, a rede Web, uma rede formada pelas conexdes estabelecidas em
um Férum de Java e a rede estabelecida entre usudrios do YouTube. O componente cen-
tral, core, das figuras corresponde a fracdo dos nodos do grafo que fazem parte do SCC.
O componente in contém os nodos que apontam para algum nodo do core, mas ndo sao
apontados por nodos desse componente. Finalmente, o componente out corresponde aos
nodos que sdo apontados por nodos do core. Note que hd diferencas estruturais significa-
tivas entre as 3 redes: a rede Web é muito mais balanceada, em termos do tamanho dos
componentes, enquanto que, para as outras duas, o componente in contém um percentual
muito maior dos nodos.



2.3.1.4. Distancia Média e Diametro

A distancia média de um grafo é o nimero médio de arestas em todos os caminhos
minimos existentes entre todos os pares de nodos do grafo. Normalmente, a distancia
média € computada apenas no SCC para grafos direcionados ou no WCC para grafos
nao direcionados, ja que ndo existe caminho entre nodos localizados em componentes
diferentes. Outra métrica relacionada é o didmetro do grafo. O didmetro € definido como
a distancia do maior caminho minimo existente no grafo e, em geral, € também computado
somente para nodos do WCC ou do SCC.

2.3.1.5. Assortatividade

De acordo com Newman [94], assortatividade é uma medida tipica de redes soci-
ais. Uma rede exibe propriedades assortativas quando nodos com muitas conexdes tendem
a se conectar a outros nodos com muitas conexdes. Para caracterizar a assortatividade de
uma rede, medimos o grau médio de todos os vizinhos dos nodos com grau k, dado por
knn(k). A assortatividade ou disassortatividade de uma rede é geralmente estimada ava-
liando os valores de knn(k) em fungdo de k. Valores crescentes indicam assortatividade,
isto é, nodos com graus maiores tendem a se conectar a nodos com um nimero maior de
conexdes. Valores decrescentes de knn(k) em fungdo de k, por sua vez, indicam uma rede
disassortativa.

2.3.1.6. Betweenness

Betweeness é uma medida relacionada a centralidade dos nodos ou de arestas na
rede. O betweeness B(e) de uma aresta e é definido como o nimero de caminhos minimos
entre todos os pares de nodos em um grafo que passam por e [97]. Se existem multiplos
caminhos minimos entre um par de nodos, cada caminho recebe um peso de forma que a
soma dos pesos de todos os caminhos seja 1. Conseqiientemente, o betweenness de uma
aresta e pode ser expressado como:

Be)= Yy oY) (1)

ucirmey ©(,v)

onde o (u,v) representa o nimero de caminhos minimos entre u e v, e 6, (u,v) representa
o nimero de caminhos minimos entre u e v que incluem e. O betweenness de uma aresta
indica a importancia dessa aresta no grafo em termos de sua localiza¢do. Arestas com
maior betweenness fazem parte de um niimero maior de caminhos minimos e, portanto,
sd0 mais importantes para a estrutura do grafo.

De forma similar, o betweenness pode ser computado para um nodo ao invés de
uma aresta. Neste caso, a medida do betweenness mede o nimero de caminhos minimos
que passam pelo nodo dado. Nodos que possuem muitos caminhos minimos que passam
por eles possuem maior betweenness, indicando uma maior importancia para a estrutura
da rede.



2.3.1.7. Reciprocidade

Uma forma interessante de se observar a reciprocidade de um nodo i em um grafo
direcionado é medindo a porcentagem dos nodos apontados por i que apontam para ele.
Em outras palavras, a reciprocidade (R(i)) é dada por:

2

onde O(i) é o conjunto de nodos apontados por i e I(i) é o conjunto de nodos que apontam
parai.

Outra métrica interessante de ser observada € o coeficiente de reciprocidade, p,
que captura a reciprocidade das interagdes em toda a rede [57]. O coeficiente de recipro-
cidade p € definido pelo coeficiente de correlacdo entre entidades da matriz de adjacéncia
representativa do grafo direcionado. Em outras palavras, seja a matriz a definida como
a;j = 1 se ha uma aresta de i para j no grafo, e a;; = 0, caso contrdrio. Definimos a
reciprocidade da rede p como:

_ Yizj(aij—a)(aj—a)
Yiz(aij—a)?

, 3)

onde o valor médio @ = Y, z;a;;/N(N —1) e N € o nimero de usudrios no grafo. O
coeficiente de reciprocidade indica se o ndmero de arestas reciprocas na rede é maior ou
menor do que o de uma rede aleatdria. Se o valor p € maior do que 0, a rede é reciproca;
caso contrdrio, ela € anti-reciproca.

2.3.1.8. PageRank

O PageRank € um algoritmo interativo que assinala um peso numérico para cada
nodo com o propdsito de estimar sua importancia relativa no grafo. O algoritmo foi ini-
cialmente proposto por Brin and Page [25] para ordenar resultados de busca do protétipo
de méquina de busca da Google. A intui¢do por trds do PageRank € que uma pdgina Web
¢ importante se existem muitas paginas apontando para ela ou se existem paginas impor-
tantes apontando para ela. A equacdo que calcula o PageRank (PR) de um nodo i, PR(i),
¢ definida da seguinte forma:

PR(v)
Ny

PR(i)=(1—d)+d )_
veS(i)

“)

onde S(i) é o conjunto de paginas que apontam para i, N,, denomina o nimero de arestas
que saem do nodo v, e o parametro d € um fator que pode ter valor entre O e 1.

O algoritmo do PageRank tem sido aplicado em outros contextos, como, por
exemplo, para encontrar usudrios experientes em foruns especializados [124] e usudrios



influentes e detectar spam no Twitter [105, 58]. Além disso, existem outras modifica-
coes do PageRank com propdsitos especificos, como, por exemplo, a deteccdo de spam
na Web [66].

2.3.2. Redes Small-World

O conceito de redes small-world ficou bastante conhecido com o famoso experi-
mento de Milgram [85]. Este experimento consistiu de um grupo de voluntarios tentando
enviar uma carta para uma pessoa alvo através de outras pessoas que eles conheciam.
Milgram enviou cartas a vdrias pessoas. As cartas explicavam que ele estava tentando
atingir uma pessoa especifica em uma cidade dos EUA e que o destinatario deveria re-
passar a carta para alguém que ele achasse que poderia levar a carta o mais proximo do
seu destino final, ou entregi-la diretamente, caso o destinatdrio final fosse uma pessoa
conhecida. Antes de enviar a carta, entretanto, o remetente adicionava seu nome ao fim
da carta, para que Milgram pudesse registrar o caminho percorrido pela carta. Das cartas
que chegaram com sucesso ao destino final, o nimero médio de passos requeridos para o
alvo foi 6, resultado que ficou conhecido como o principio dos seis graus de separagdo.

Em termos das propriedades das redes sociais que discutimos, uma rede pode ser
considerada small-world se ela tiver duas propriedades bdsicas: coeficiente de agrupa-
mento alto e didmetro pequeno [118]. Estas propriedades foram verificadas em varias
redes como a Web [4, 26], redes de colaboragdo cientifica [93, 96] em que pesquisado-
res sdo nodos e arestas ligam co-autores de artigos, redes de atores de filmes [6] em que
atores sao nodos e arestas ligam atores que participaram do mesmo filme, e redes sociais
online [1, 87, 40, 78, 10, 15]. Em particular, Mislove e colaboradores [87] verificaram
propriedades small-world em quatro redes sociais online: LiveJournal, Flickr, Orkut, e
YouTube.

2.3.3. Redes Power-Law e Livres de Escala

Redes cujas distribui¢des dos graus dos nodos seguem uma lei de poténcia (Secao
2.3.1.1) sao ditas redes power-law. Redes livres de escala (scale free) sdo uma classe
de redes que seguem leis de poténcia caracterizadas pela seguinte propriedade: nodos de
grau alto tendem a se conectar a outros nodos de grau alto. Barabdsi e colaboradores [9]
propuseram um modelo para gerar redes livres de escala, introduzindo o conceito de co-
nexdo preferencial (preferential attachment). O modelo diz que a probabilidade de um
nodo se conectar a outro nodo é proporcional ao seu grau. Os autores do modelo ainda
mostraram que, sob certas circunstancias, este modelo produz redes que seguem leis de
poténcia. Mais recentemente, Li e colaboradores [79] criaram uma métrica para medir se
uma rede € livre de escala ou ndo, além de prover uma longa discussdo sobre o tema.

2.4. Técnicas de Coleta de Dados

Em um passado recente, redes sociais eram um dominio de socidlogos e antro-
pologos, que utilizavam pesquisas e entrevistas com pequenos grupos de usudrios como
ferramentas de coleta de dados [117]. Com o surgimento das redes sociais online, a ob-
tencdo de dados reais em larga escala se tornou possivel, e pesquisadores de diversas dreas
da computagdo comecaram a realizar coletas de dados.



Diferentes dreas de pesquisa demandam diferentes tipos de dados e, por isso, exis-
tem vérias formas de se obter dados de redes sociais online. A Figura 2.4 apresenta
possiveis pontos de coleta de dados, que variam desde entrevistas com os usudrios até
a instalacdo de coletores localizados em servidores proxy ou em aplicagdes. A seguir
discutimos essas diferentes abordagens, bem como trabalhos que ilustram o uso dessas
estratégias.

2.4.1. Dados dos Usuarios

Entrevistas Dados de servidores

ou coleta de dados
publicos na Web

Rede social Aplicacdes de
online Terceiros

Proxies ou agregadores
Dados de aplicacdes

Agregadores
de trafego

Figura 2.4. Possiveis Pontos de Coleta de Dados

Um método comum de se analisar o uso de redes sociais online consiste em con-
duzir entrevistas com usudrios desses sistemas. Em particular, esta estratégia tem sido
bastante empregada pela comunidade da 4rea de interface homem-maéquina [110, 69, 31,
20, 101], para a qual entrevistas estruturadas sdo as formas mais populares de obtengdo
de dados.

Como exemplo, através de entrevistas com usudrios do Facebook, Joinson e seus
colaboradores [69] identificaram vdrias razdes pelas quais usudrios utilizam o sistema, tais
como conexao social, compartilhamento de interesses, compartilhamento e recuperagao
de conteudo, navegacdo na rede social e atualizacdo do seu estado atual. Chapman e
Lahav [31] conduziram entrevistas e analisaram os padrdes de navegacao de 36 usudrios
de quatro nacionalidades diferentes para examinar diferengas etnogréficas no uso de redes
sociais online.

2.4.2. Dados de Pontos Intermediarios

Existem duas técnicas comuns utilizadas para coletar dados de pontos de agre-
gacdo de trafego na rede. A primeira consiste em coletar os dados que passam por um
provedor de servicos Internet (ISP) e filtrar as requisi¢des que correspondem a acessos
as redes sociais online. A segunda consiste em coletar dados diretamente de um agre-
gador de redes sociais. A seguir, discutimos alguns trabalhos que fizeram o uso dessas
estratégias.
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Figura 2.5. Exemplo de um Servidor Proxy Intermediando o Trafego entre Clien-
tes e Servidores

clientes

2.4.2.1. Servidores Proxy

Coletar dados de um servidor proxy tem sido uma estratégia utilizada em vérios
estudos sobre o trafego da Internet [44, 65, 82, 121]. A Figura 2.5 ilustra como um
servidor proxy funciona como um agregador de trafego de seus clientes, podendo ser
utilizado para delimitar uma por¢ao da rede, composta por computadores em uma mesma
localizagdo geogréfica.

Dado o crescente interesse por videos na Web, alguns trabalhos recentes utilizaram
servidores proxy para obter dados do trafego gerado por sistemas de compartilhamento
de videos, como o YouTube. Gill e colaboradores [59] caracterizaram o trafego do You-
Tube coletando dados de um servidor proxy localizado na universidade de Calgary, no
Canada. Eles mostraram que requisi¢des de HTTP GET, utilizadas para fazer o download
de contetido do YouTube, correspondem a 99.87% do total das requisicdes que passam
pelo servidor proxy. Eles ainda caracterizaram diversas métricas relacionadas a estas re-
quisicdes, tais como a duragdo, a idade e a categoria dos videos. Mais recentemente,
0s mesmos autores caracterizam sessdes de usudrios no YouTube [60]. Eles mostraram
que uma sessao tipica dura cerca de 40 minutos, caracterizando também o tempo entre
sessdes e os tipos de contetido transferidos em cada sessdo. Finalmente, Zink e colabo-
radores [125] também estudaram o trafego de videos do YouTube coletado no servidor
proxy de uma universidade. Eles também analisaram, via simulagdo, os beneficios da
adoc¢@o de abordagens de caches locais e globais para videos, bem como do uso de ar-
quiteturas P2P para distribui¢do de videos. De maneira geral, eles mostraram que essas
abordagens poderiam reduzir significativamente o volume de trafego, permitindo acesso
aos videos de forma mais rapida.

Em um trabalho recente, Schneider e colaboradores [108] extrairam dados de re-
des sociais online de um provedor de acesso a Internet e reconstruiram agdes realizadas
pelos usudrios em suas navegacdes por diferentes redes sociais online. Em outras pa-
lavras, eles criaram o que foi chamado de clickstream [32] para redes sociais online,



capturando cada passo da navegacdo dos usudrios do ISP. Eles discutiram amplamente a
metodologia de reconstru¢do dos acessos dos usudrios e, com base nesses dados, analisa-
ram as seqiiéncias de requisi¢des realizadas pelos usudrios de varios sistemas, incluindo
o Facebook.

2.4.2.2. Agregadores de Redes Sociais

Agregadores de redes sociais s@o sistemas que permitem acesso a vdrias redes
sociais simultaneamente, através de um portal Gnico. Esses sistemas ajudam usudrios que
utilizam vdrias redes sociais online a gerenciar seus perfis de uma forma mais simples e
unificada [70, 109]. Ao se conectarem a um agregador de redes sociais online, usudrios
podem acessar suas contas através de uma interface tinica, sem precisar se conectar em
cada rede social separadamente. Isto € feito através de uma conexdo HTTP em tempo real
realizada em duas etapas: a primeira etapa ocorre entre o usudrio e o agregador de redes
sociais, enquanto a segunda etapa ocorre entre o sistema agregador e as redes sociais.
Agregadores tipicamente comunicam com redes sociais online através de APIs, como o
OpenSocial [100], e todo o contetido € exibido através da interface do sistema agregador.
A Figura 2.6 descreve o esquema de interacdo entre os usudrios, um sistema agregador
e algumas redes sociais online. Através dessa interface, um usudrio pode utilizar véarias
funcionalidades de cada rede social que ele estd conectado, tais como checar atualizagdes
de amigos, enviar mensagens e compartilhar fotos.

2. Autenticacao
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3. Navegacao Online - -
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Figura 2.6. llustracao de um Usuario se Conectando a Multiplas Redes Sociais
Online Simultaneamente Através de um Portal Agregador

Recentemente, a partir de uma colaboragdo com um agregador de redes sociais
online, coletamos dados da navegacdo dos usudrios (i.e., clickstream) em 4 redes sociais
online: Orkut, Hi5, MySpace e LinkedIn [17, 18]. A Tabela 2.2 mostra o nimero de
usudrios, sessoes e requisicdoes HTTP para cada uma dessas redes. Baseados nesses dados
e em dados coletados do Orkut, nés examinamos o comportamento dos usudrios nas redes
sociais online, caracterizando as intera¢des estabelecidas entre eles através das vdrias
atividades realizadas.

2.4.3. Dados de Servidores de Redes Sociais Online

Idealmente, servidores de aplicagdes de redes sociais online s@o os locais mais
adequados para a coleta de dados, uma vez que eles t€ém uma visdo completa de todas as
acoes e atividades realizadas por todos os usudrios do sistema em um dado periodo de



# usuarios | # sessdes | # requisicoes

Orkut 36.309 57.927 787.276
Hi5 515 723 14.532
MySpace 115 119 542
LinkedIn 85 91 224
Total 37.024 58.860 802.574

Tabela 2.2. Sumario dos Dados Obtidos de um Agregador de Redes Sociais Online

tempo. Entretanto, o acesso a dados armazenados por estes servidores, ainda que ano-
nimizados, € tipicamente muito dificil. Dentre os poucos trabalhos que utilizaram dados
obtidos diretamente de servidores de redes sociais online, podemos citar o estudo de Chun
e seus colaboradores [36] sobre as interacdes textuais entre os usudrios do Cyworld, uma
rede social bastante popular na Coréia do Sul. Eles compararam as propriedades estrutu-
rais da rede de amizades explicita criada naquela aplicacdo com as propriedades da rede
implicita estabelecida a partir de trocas de mensagens no livro de visitas do Cyworld,
discutindo diversas similaridades e diferencas. Citamos também o trabalho de Baluja e
colaboradores [8], que utilizaram dados do histérico de navega¢do de usudrios do You-
Tube para criar um grafo, onde cada video é um nodo e arestas ligam videos freqiiente-
mente vistos em seqii€éncia. Baseados nesse grafo, eles criaram um mecanismo capaz de
prover sugestdes de videos personalizadas para os usudrios do YouTube. Finalmente, Du-
arte e seus colaboradores [45] caracterizaram o trafego em um servidor de blogs do UOL
(www.uol.com.br), enquanto nds estudamos a navegacao dos usudrios em um servidor de
videos do UOL, chamado UOL Mais [12].

Dada a dificuldade em se obter dados diretamente de servidores de redes sociais
online, uma estratégia comum consiste em visitar paginas de redes sociais com o uso de
uma ferramenta automadtica, que chamamos de crawler ou robd, e coletar sistematica-
mente informacgdes publicas de usudrios e objetos. Tipicamente, os elos entre usudrios de
uma rede social online podem ser coletados automaticamente, permitindo que os grafos
de conexdes entre os usudrios sejam reconstruidos. Essa estratégia tem sido amplamente
utilizada em uma grande variedade de trabalhos, incluindo estudos sobre a topologia das
redes sociais online [87, 2], padrdes de acesso no YouTube [30] e intera¢des reconstruidas
através de mensagens trocadas pelos usudrios [116]. A seguir discutimos varios aspectos
relacionados a coleta de dados de redes sociais online.

2.4.3.1. Coleta por Amostragem

Idealmente, € sempre mais interessante coletar o grafo inteiro de uma rede social
online para evitar que a coleta seja tendenciosa a um grupo de usudrios da rede. En-
tretanto, na maior parte das vezes, ndo hd uma forma sistemadtica de se coletar todos os
usudrios de uma rede social online. Para esses casos € necessdrio coletar apenas parte do
grafo. Uma abordagem comumente utilizada, chamada snowball (ou bola de neve), con-
siste em coletar o grafo de uma rede social online seguindo uma busca em largura, como
ilustra a Figura 2.7. A coleta inicia-se a partir de um nodo semente. Ao coletar a lista de
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Figura 2.7. Exemplo de Busca em Largura em um Grafo

vizinhos desse nodo, novos nodos sdo descobertos e entdo coletados no segundo passo,
que s6 termina quando todos os nodos descobertos no primeiro passo sao coletados. No
passo seguinte todos os nodos descobertos no passo anterior sdo coletados, e assim suces-
sivamente. Recomenda-se o uso de um grande nimero de nodos sementes para evitar que
a coleta ndo fique restrita a um pequeno componente do grafo.

Um ponto crucial sobre a coleta por snowball € a interrup¢do da coleta em um
passo intermedidrio, antes que todos os nodos alcancdveis pela busca em largura sejam
atingidos. Esta interrup¢do pode ter que ser for¢ada para tornar a coleta vidvel. Em parti-
cular, a busca completa em componentes muito grandes pode gastar um tempo excessiva-
mente longo e proibitivo. Entretanto, € importante ressaltar que o resultado de uma coleta
parcial pode gerar medidas tendenciosas, tais como distribui¢des de graus dos nodos com
uma tendéncia maior para valores grandes, o que pode, em ultima instancia, afetar as
andlises e conclusdes observadas. Em outras palavras, os dados obtidos via coleta por
snowball com interrupcao precisam ser tratados e analisados com cautela. Em outras pa-
lavras, o tipo de andlise a ser feita precisa ser considerado. Por exemplo, se realizarmos
3 passos da coleta, podemos calcular, com precisdo, o coeficiente de agrupamento dos
nodos semente. Entretanto, se quisermos computar o coeficiente de agrupamento médio
de toda a rede ou outras métricas globais, como distribui¢do de graus, distdncia média,
etc., a coleta por snowball pode resultar em nimeros tendenciosos caso ela ndo inclua
pelo menos um componente completo representativo da rede completa [75, 2].

Uma abordagem bastante difundida consiste em coletar o maior componente fra-
camente conectado (WCC) do grafo. Mislove e colaboradores [87] argumentam que o
maior WCC de um grafo € estruturalmente a parte mais interessante de ser analisada, pois
¢ o componente que registra a maior parte das atividades dos usudrios. Além disso, eles
mostram que usudrios nao incluidos no maior WCC tendem a fazer parte de um grande
grupo de pequenos componentes isolados ou até mesmo totalmente desconectados. A
coleta de um componente inteiro pode ser realizada com uma estratégia baseada em um
esquema de busca em largura ou busca em profundidade. Quanto maior o nimero de
sementes utilizadas maior a chance de se coletar o maior componente do grafo. Em tra-
balhos recentes, realizamos uma busca por palavras aleatérias no YouTube para verificar
se o componente coletado era o maior componente [15, 10]. Como a maior parte dos



usudrios encontrados nessas buscas estavam no WCC do nosso grafo, os resultados desse
teste sugeriram que o componente coletado era o maior WCC.

Seguindo apenas
uma direcdo

. Seguindo ambas
as direcdes

Figura 2.8. Exemplo de Coleta do WCC em um Grafo Direcionado

Note que, em algumas redes sociais online como o Twitter ou o Flickr, o conceito
de amizade € direcionado. Ou seja, um usudrio # pode seguir um outro usuario v, sem ne-
cessariamente ser seguido por ele. Em casos como estes, ou seja, em grafos direcionados,
€ necessdrio percorrer as arestas do grafo em ambas as dire¢des a fim de coletar o WCC
completamente. Caso contrdrio, se coletarmos o grafo seguindo as arestas em apenas uma
direcdo, nao é garantido que consigamos coletar todos os nodos do WCC. A Figura 2.8
mostra que o conjunto de nodos coletados quando seguimos as arestas em ambas as dire-
coes € maior do que quando seguimos apenas uma das direcdes. Em algumas redes ndo
¢ possivel percorrer o grafo em ambas as direcdes e, portanto, ndo € possivel coletar o
maior WCC. Essa limitacao ¢ tipica de estudos que envolvem a coleta da Web [26]. Ti-
picamente, a Web ¢é freqiientemente coletada seguindo apenas uma direcdo dos elos entre
paginas, ja que ndo € possivel determinar o conjunto de paginas que apontam para uma
pagina.

Uma outra estratégia de coleta por amostragem em redes € baseada em caminha-
das aleatdrias (random walks) [103]. A idéia bésica consiste em, a partir de um nodo
semente v, prosseguir selecionando aleatoriamente um dos vizinhos de v, e assim suces-
sivamente até que um numero pre-definido B de nodos tenham sido selecionados. Um
mesmo nodo pode ser selecionado multiplas vezes. Esta € a estratégia de caminhada
aleatdéria mais comum disponivel na literatura, embora existam outras abordagens que di-
ferem em termos de como os vizinhos sao selecionados [81, 104] Assim como a coleta
por snowball, a coleta através de caminhadas aleatérias também tem suas limitacdes: a
precisdo das estimativas depende ndao somente da estrutura do grafo mas também da ca-
racteristica sendo estimada. Em particular, dependendo da estrutura do grafo, a coleta



pode ficar “presa"dentro de um subgrafo. Neste caso, as estimativas podem ser impre-
cisas se as caracteristicas do subgrafo nao forem representativas da rede como um todo.
Para mitigar este problema, Ribeiro e Towsley [103] propuseram uma estratégia de coleta
por caminhos aleatdrias chamada Frontier sampling, que comeca com m nodos sementes.
Eles ainda propuseram estimadores sem tendéncia para vdrias métricas de redes comple-
xas, incluindo o coeficiente de agrupamento global da rede, usando as arestas coletadas
pelo método proposto.

2.4.3.2. Coleta em Larga Escala

A coleta de grandes bases de dados de redes sociais online geralmente envolve
o uso de coletores distribuidos em diversas maquinas. Isso acontece ndo sé devido ao
processamento necessario para tratar e salvar os dados coletados, mas também para evitar
que servidores de redes sociais interpretem a coleta de dados publicos como um ataque a
seus servidores.
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Figura 2.9. Exemplo de Coleta Realizada de Forma Distribuida

Uma forma de se realizar tal coleta, conforme descrito em [33], estd representada
na Figura 2.9. A estratégia consiste em utilizar (1) uma maquina mestre que mantém uma
lista centralizada de usudrios a serem visitados e (2) mdquinas escravas, que coletam, ar-
mazenam e processam os dados coletados para identificar novos usudrios. Novos usudrios
identificados pelas maquinas escravas sao repassados para a maquina mestre, que, por sua
vez, distribui novos usudrios a serem coletados para as miquinas escravas.



2.4.3.3. Coleta por Inspecao de Identificadores

Como discutido anteriormente, idealmente, a coleta de uma rede social online
deveria incluir a rede completa e ndo somente uma por¢ao dela. Em alguns sistemas como
o MySpace e o Twitter € possivel realizar uma coleta completa. Esses sistemas atribuem
um identificador (ID) numérico e seqiiencial para cada usudrio cadastrado. Como novos
usudrios recebem um identificador seqiiencial, podemos simplesmente percorrer todos os
IDs, sem ter que verificar a lista de amigos desses usudrios em busca de novos IDs para
coletar.

Recentemente, realizamos uma coleta do Twitter seguindo essa estratégia. Foi
solicitado aos administradores do Twitter a permissdo para realizar uma coleta em larga
escala. Em resposta, eles adicionaram os enderegos IPs de 58 mdquinas sob nosso con-
trole em uma lista branca, com permissao para coletar dados. Cada uma das 58 maquinas,
localizadas no Max Planck Institute for Software Systems (MPI-SWS), na Alemanha?, teve
permissao para coletar dados a uma taxa maxima de 20 mil requisicdes por hora. Utili-
zando a API do Twitter, nosso coletor investigou todos os 80 milhdes de IDs de forma
seqiiencial, coletando todas as informagdes publicas sobre esses usudrios, bem como seus
elos de seguidores e seguidos e todos os seus tweets. Dos 80 milhdes de contas inspe-
cionadas, encontramos cerca 55 milhdes em uso. Isso acontece porque o Twitter apaga
contas inativas por um periodo maior do que 6 meses. No total, coletamos cerca de 55
milhdes de usudrios, quase 2 bilhdes de elos sociais e cerca de 1.8 bilhdes de tweets. Ao
inspecionar as listas de seguidores e seguidos coletadas, ndo encontramos nenhum identi-
ficador acima dos 80 milhdes inspecionados, sugerindo que coletamos todos 0s usudrios
do sistema na época.

Vasconcelos e colaboradores utilizam desse tipo de estratégia para coletar locais
no FourSquare [114]. Torkjazi e colaboradores [111] também exploraram o uso de IDs
sequenciais para inspecionar o surgimento de novos usudrios no MySpace.

2.4.3.4. Coleta em Tempo Real

Redes sociais online possibilitam que usudrios comuns expressem suas opinides
sobre os mais diversos assuntos, e propaguem informacdes que consideram relevantes
em tempo real. E interessante notar como a interatividade e a avaliacdo do fluxo de
informacdes em tempo real passou a ser um fator importante para vérias aplicagdes Web,
que monitoram fendmenos dinamicos ocorridos na Web. Como exemplo, Google e Bing
j& indexam tweets publicos como forma de prover busca por informag¢do em tempo real.

Do ponto de vista cientifico, informagdes disponibilizadas em tempo real na Web
tém sido utilizadas de diferentes formas. O Google Insights>, por exemplo, permite que o
usudrio consulte informacdes geogréficas e temporais relacionadas ao volume de uma de-
terminada consulta, permitndo também que o usudrio salve essas informacgdes em formato
CSV. De fato, informagdes extraidas em tempo real do Google Insights foram utilizadas

%Esta coleta foi realizada durante uma visita de 5 meses a0 MPI-SWS realizada pelo primeiro autor
deste trabalho
3http://www.google.com/insights/search



para demonstrar que o volume de buscas na Web permite monitorar eventos, tais como
o nivel de desemprego e a ocorréncia de doencas em tempo real [35, 61]. Em particu-
lar, Ginsberg e colaboradores [61] propuseram um método para monitorar ocorréncias de
gripe baseado em buscas realizadas no Google. Eles mostraram que, em dreas com grande
populacao de usudrios de maquinas de buscas, o volume de buscas relacionadas a gripe é
proporcional a ocorréncia da doenga.

Em um trabalho recente, Sakaki e colaboradores [106] mostraram o poder da in-
formacdo disponibilizada em tempo real nas redes sociais online propondo um meca-
nismo para detecc¢ao de ocorréncias de terremotos baseado em monitoramento do Twitter.
A abordagem, que consiste em simplesmente identificar tweets relacionados a terremotos
por regido, foi capaz de enviar alertas sobre terremotos mais rapidamente do que agén-
cias meteorolégicas. Mais recentemente, Tumasjan e colaboradores [113] mostraram que
opinides identificadas em tweets relacionados a eleicao federal alema foi capaz de refletir
o sentimento politico registrado fora das redes sociais. Mais recentemente, uma anélise
geografica e temporal sobre dengue no Twitter foi realizada por Gomide e seus colabora-
dores [64].

Para o caso especifico do Twitter, é bastante simples coletar informacdes em
tempo real, uma vez que o sistema oferece uma API com diversas opcdes relacionadas a
coleta de dados em tempo real. Como exemplo, para coletar em tempo real uma amostra
aleatoria de tweets publicos, basta executar o seguinte comando em algum terminal
UNIX, fornecendo o usudrio e senha de um usudrio registrado no Twitter.

curl http://stream.twitter.com/1/statuses/sample.json -uLOGIN:SENHA

2.4.3.5. Utilizando APIs

—<user>

<id>44446416</id=>
<name>Fabricio Benevenuto</name>
<screen name>fbenevenuto</screen name>
<location>Belo Horizonte - Brazil</location=
<description>Fesearcher on online social networks. </description=

—<profile_image url>

http://a3 twimg com'profile_images/298811199/me normal jpg

</profile_image url>
<urk=http://www_dcc ufing br/~fabricio</onrl>
<protected=false</protected=
<followers_count>203</followers_count>

Figura 2.10. Exemplo da API do Twitter: http://twitter.com/users/show/fbenevenuto.xml

No contexto de desenvolvimento Web, uma API € tipicamente um conjunto de
tipos de requisi¢cdes HTTP juntamente com suas respectivas definicdes de resposta. Em



aplicagdes de redes sociais online é comum encontrarmos APIs que listam os amigos de
um usudrio, seus objetos, suas comunidades, etc.

APIs sdo perfeitas para a coleta de dados de redes sociais online, pois oferecem
os dados em formatos estruturados como XML e JSON. Como exemplo, a Figura 2.10
mostra o resultado de uma busca por informagdes de um usudrio no Twitter. Além dessa
funcdo, o Twitter ainda oferece varias outras fungdes em sua API. Com a API do Twitter
€ possivel coletar 5000 seguidores de um usudrio através de uma Unica requisicdo. A
coleta dessa informacdo através do sitio Web convencional necessitaria de centenas de
requisi¢cdes, visto que o Twitter s6 mostra alguns seguidores por pagina. Além disso, cada
pagina conteria uma quantidade muito grande de dados desnecessarios, que deveriam ser
tratados e excluidos.

Virios sistemas possuem APIs, incluindo Twitter, Flickr, YouTube, Google Ma-
pas, Yahoo Mapas, etc. Com tantas APIs existentes, ¢ comum ver aplicacdes que utilizam
duas ou mais APIs para criar um novo servico, que € o que chamamos de Mashup. Uma
interessante aplicacdo chamada Yahoo! Pipes [122], permite a combinacao de diferentes
APIs de varios sistemas para a criagdo automatizada de Mashups.

2.4.3.6. Ferramentas e Bibliotecas

Desenvolver um coletor pode ser uma tarefa bastante complicada devido a diversi-
dade de formatos de pdginas. Entretanto, coletar redes sociais online €, em geral, diferente
de coletar paginas da Web tradicional. As paginas de uma rede social online sdo, em ge-
ral, bem estruturadas e possuem o mesmo formato, pois sdo geradas automaticamente,
enquanto que, na Web tradicional, as piginas podem ser criadas por qualquer pessoa em
qualquer formato. Além disso, como cada individuo ou objeto em uma rede social, em
geral, possui um identificador tinico, temos certeza sobre quais as informagdes obtivemos
quando coletamos uma pégina.

Existem varias ferramentas que podem ser utilizadas para se coletar dados de redes
sociais online. Como cada pesquisa requer um tipo de coleta e cada coleta de dados possui
sua particularidade, desenvolver o proprio coletor pode ser necessario. A Figura 2.11
mostra o uso da biblioteca LWP na linguagem Perl. Este cédigo realiza a coleta dos
seguidores de um usudrio no Twitter através de sua API. De maneira similar, o c6digo
em Python da Figura 2.12 utiliza a biblioteca URLLIB para realizar a mesma tarefa. O
resultado da execugdo dos coletores € a lista de seguidores de um usudrio do Twitter em
formato XML, como ilustra a Figura 2.13.

2.4.3.7. Etica dos Coletores

E importante ressaltar que o uso de ferramentas automdticas de coleta (coletores
ou robds), se feito sem o devido cuidado, pode causar problemas de sobrecarga nos ser-
vidores alvos da coleta, o que, em ultima instancia, pode afetar a qualidade de servigo
da aplicagdo alvo. Para evitar que isto aconteca, muitos servidores adotam um protocolo
conhecido como Robots.txt, no qual sitios Web regulamentam o que pode e o que nao



B! 7usr/bin/perl

Fua = LWP::UserfAgent->new();

$reqg = new HTTP::Request(GET =>
"http://tuitter.com/fTollowers/ids/44446416.xm1?page=1"}:

$content = $ua—>request($req)—>content:

print "$content”:

Figura 2.11. Exemplo de Uso da Biblioteca LWP em Perl

B! fusr/bin/python
import urllib

req = urllib.urlopen("http://tuitter.com/followers/ids/44446416.xml?page=1")
content = req.read()

print content

Figura 2.12. Exemplo de Uso da Biblioteca URLLIB em Python

pode ser coletado do sistema. Este método € bastante utilizado pelos administradores de
sistemas para informar aos robds visitantes quais diretorios de um sitio Web nido devem
ser coletados. Ele se aplica a qualquer tipo de coleta, seja ela parte de uma pesquisa sobre

redes sociais online, ou um dos componentes centrais de uma maquina de busca como o
Google [25].

O Robots.txt nada mais € do que um arquivo que fica no diretdrio raiz dos sitios
e contém regras para coleta. Estas regras podem ser direcionadas a robds especificos ou
podem ser de uso geral, tendo como alvo qualquer robd. Ao visitar um site, 0os robos
devem primeiramente buscar pelo arquivo Robots.txt a fim de verificar suas permissoes.
Exemplos desses arquivos sao:

http://portal.acm.org/robots.txt
http://www.google.com/robots.txt
http://www.globo.com/robots.txt
http://www.orkut.com.br/robots.txt
http://www.youtube.com/robots.txt
http://www.robotstxt.org/robots.txt

A seguir mostramos um exemplo simples de regra em um arquivo Robots.txt. Essa
regra restringe todos os crawlers de acessarem qualquer conteddo no sistema.

User—agent: =«
Disallow: /



—<ids>

<id>683113</id>
<id>155308339</id>
<id>21339294</id>
<id>47725447</id>
<id>53961984</id>
<id>39665161</id>
<id>22594570</id>
<id>128580638</id>
<id>61744603</id>
<id>80429908</id>
<id=66700199</id>
<id=44885947</id>
<id>14252137</id>

Figura 2.13. Resultado da Execucao dos Coletores em Perl e Python

E possivel ainda especificar restricdes a alguns robds especificos ou restringir o
acesso a alguns diretorios especificos. Como exemplo, o sitio Web www.globo.com ofe-
rece restricdes para todos os robos nos seguintes diretorios.

User—agent: «

Disallow: /PPZ/

Disallow: /Portal/

Disallow: /Java/

Disallow: /Servlets/

Disallow: /GMC/foto/

Disallow: /FotoShow/

Disallow: /Esportes/foto/

Disallow: /Gente/foto/

Disallow: /Entretenimento/Ego/foto/

No caso de coleta de redes sociais online, € importante verificar ndo s6 o arquivo
Robots.txt dos sistemas, mas também os termos de uso do sistema.

2.4.4. Dados de Aplicacoes

Em uma tentativa bem sucedida de enriquecer a experiéncia dos usudrios de redes
sociais online, o Facebook realizou uma de suas maiores inovacdes: abriu sua plataforma
para desenvolvedores de aplicacdes [50]. Com esta inovacao, desenvolvedores sdao capa-
zes de criar diferentes tipos de aplicagdes. Com o sucesso no Facebook, outros sistemas,
como Orkut e MySpace também adotaram essa estratégia. Como consequéncia, 0 nimero
e a variedade de aplicacOes criadas nestes sistemas cresceram significativamente. O Fa-



cebook sozinho possui atualmente mais de 81,000 aplicacdess* [42]. Empresas como a
Zynga, especializadas em desenvolver essas aplica¢des, contam com mais de 80 milhdes
de usudrios registrados em suas aplicacdes [42].

4. Requisicdo do

usuario recebida \\

3. Requisicio é :;

repassada ao T 5.Resposta a N3
servidor da aplicagdo requisicdo Servidor da

Aplicacdo
6. Resposta recebida
pelo Facebook

8. Requisicdo recebida

7. Resposta processada
e repassada

1. requisicao
2. Requisigdo recebida enviada

pelo Facebook :

Figura 2.14. Funcionamento de Aplicacdes no Facebook e no Orkut

A Figura 2.14 mostra o funcionamento de uma aplicacao terceirizada em execugao
em redes sociais online, como o Facebook ou o Orkut. Aplicacdes sdo caracterizadas pela
presenca de um servidor da rede social intermediando toda a comunicacao entre o cliente
e o servidor da aplicacdo. Tipicamente, o cliente envia a requisi¢ao ao servidor da rede
social online, que a repassa ao servidor da aplicacdo. Entdo, o servidor da aplicacdo
manda de volta a resposta ao servidor da rede social, que a repassa ao cliente [90].

Aplicacdes podem ser utilizadas para o estudo de interagdes entre os usudrios que
utilizam as aplicagdes e também podem ser uteis para coletar outras informagdes dos
usudrios, tais como lista de amigos e atividades executadas durante uma sessdao. Alguns
trabalhos fizeram uso dessa estratégia para estudar os usudrios de redes sociais online.
Nazir e colaboradores [89] analisaram caracteristicas de aplicagdes no Facebook, desen-
volvendo e langando suas préprias aplicacdes. Em particular, eles estudaram a formagao
de comunidades online a partir de grafos de interac@o entre os usudrios de suas aplicagdes.
Mais recentemente, os mesmos autores estudaram varias caracteristicas relacionadas ao
desempenho de suas aplicacdes no Facebook [90].

2.5. Extracao de Informacao

A extracdo e o tratamento de informagdo a partir dos dados coletados sao etapas
essenciais para permitir diferentes andlises incluindo identificacdo de padrdes de com-
portamento de usudrios em diferentes sistemas, identificacdo de tépicos de interesse dos
usudrios, etc. Nesta secdo, discutimos brevemente os principais desafios relacionados a
essas etapas. Em particular, a identificacdo de entidades nomeadas, tais como pessoas,

4Uma grande lista de aplicacdes do Facebook pode ser encontrada na seguinte referéncia [49].



organizacdes e produtos, encontradas em porgdes de texto, assim como a derivacdo de
relacionamentos entre estas entidades, representam importantes problemas, com diversas
aplicacdes interessantes. O nosso objetivo nesta se¢ao nao € detalhar todas as particulari-
dades e solugdes para estes problemas, que sdo tipicamente abordados por pesquisadores
de outras dreas tais como Bancos de Dados, Recuperacdo de Informacao, Mineragdo de
Dados e Processamento de Linguagem Natural. Entretanto, reconhecendo a necessidade
de expertises complementares para o estudo de redes sociais online, achamos benéfico
para o leitor o contato, ainda que superficial, com estes topicos.

2.5.1. Visao Geral

As redes sociais online sdo atualmente importantes plataformas para producao,
processamento e fluxo de informacao. Tal informagdo pode se originar dentro das redes
ou fora delas e pode ser utilizada como fonte primdria ou complementar para derivar co-
nhecimento sobre a prépria rede, seus membros, seus temas, suas comunidades, etc. No
entanto, esta informacdo quase sempre ocorre em um formato textual, ndo estruturado,
em linguagem natural e até mesmo em estilo telegrafico ou informalmente codificado.
Isso € um grande empecilho para que esta informacdo possa ser processada de maneira
automadtica e para que dela se possa derivar conhecimento latente. Como exemplo, uma
mesma entidade (p.ex: uma pessoa ou uma localidade) pode ser referenciada de varias
formas, devido as variacdes introduzidas por diferentes formas de grafia, aspectos regio-
nais ou culturais, uso de abreviaturas, erros tipogréficos e outras razdes associadas com o
uso convencional.

Em contextos ja bastante explorados como sitios e paginas da Web, técnicas de
areas como Recuperacdo de Informagdo, Mineracdo de Dados e Processamento de Lin-
guagem Natural tém sido aplicadas com muito sucesso para extrair informacao e deri-
var conhecimento de corpus textuais. No entanto, no contexto de redes sociais online,
este corpus tem uma natureza totalmente diversa. De fato, nestas redes, o corpus tex-
tual € formado por micro-documentos como tweets, blog posts, comentdrios, feeds, tags,
cujo tratamento deve ser necessariamente diferente do que é normalmente aplicado a, por
exemplo, paginas Web. Além disto, dado o cardter informal de vérias informacdes dispo-
nibilizadas em redes sociais online, técnicas de processamento de linguagem natural sdo
dificeis de serem aplicadas devido a auséncia de padrdes linguisticos. Além disso, nos
corpora textuais encontrados em redes sociais online existe muito lixo e ruido informa-
cional (palavras escritas erradas, de baixa qualidade sintdtica ou semantica) dificultando
esta tarefa ainda mais.

Por exemplo, técnicas de extragao aberta de informagdes na Web [48] que se ba-
seiam em modelos linguisticos gerais de como relacionamentos sdo expressos em um
idioma, sdo o estado da arte em extracdo de entidades e relacionamentos de paginas Web.
No entanto, como os modelos utilizados nestas técnicas sdo construidos a partir de carac-
teristicas linguisticas através da identificac@o de partes de discurso nos documentos-alvo,
elas dificilmente poderiam ser aplicadas em micro-documentos (por exemplo, tweets),
onde estas caracteristicas podem ndo se apresentar.

Apesar das dificuldades mencionadas, a extragdo de informagdes contidas no cor-
pus textual de redes sociais pode ajudar a responder de forma automadtica e efetiva ques-



toes como:

Quem fala com quem sobre que assunto?
e Quem sdo os atores principais nas redes? Onde estdo localizados?

e Que assuntos e topicos emergem, se disseminam e desaparecem nos eco-sistemas
sociais digitais?

Que individuos e grupos promovem e suprimem estes assuntos e topicos?

Qual a polaridade (positiva, negativa ou neutra) das opinides emitidas na rede sobre
assuntos, pessoas, empresas, etc.?

Um Exemplo: Observatério da Web

Um exemplo de como a identificacido de entidades € uma tarefa importante para
a andlise de redes sociais online é o Observatério das Elei¢ées 2010°, que é uma instin-
cia do Observatorio da Web [107], projeto desenvolvido no ambito do InWeb (Instituto
Nacional de Ciéncia e Tecnologia para a Web).

Este observatdrio foi desenvolvido para monitorar, em tempo real, o que estava
sendo veiculado sobre as eleicoes de 2010 nas vérias midias e pelos vdrios usudrios da
Web. O seu objetivo era ajudar a tracar um panorama do cendrio eleitoral do ponto de
vista das informagdes e das opinides que circulavam na Web e nas redes sociais online,
incluindo jornais, revistas, portais e o Twitter. Foi implementado como um portal utili-
zando dezenas de ferramentas inéditas de captura e andlise de dados baseadas em cédigo
livre ou aberto.

As entidades correlatas ao contexto das eleicdes foram o alvo principal do mo-
nitoramento. Isso incluia, além dos candidatos a presidéncia, politicos com influéncia
na eleicdo, como o ex-presidente Lula. Em muitos casos, 0 monitoramento era concen-
trado em eventos, ou seja, acontecimentos importantes no contexto observado, tais como
um debate, por exemplo, e que pudessem ter um grande efeito no contetido das fontes
observadas.

A partir da identificacdo das entidades no textos coletados em tempo real, € pos-
sivel gerar uma série de produtos de andlise e visualizagdo. Um exemplo de um destes
produtos € apresentado na Figura 2.15.

z

No observatério, antes da extracdo propriamente dita, € realizado um pré-
processamento dos textos coletados, incluindo a padronizagao da codificacdo dos carac-
teres, a eliminacdo de cédigo HTML, cabecalhos e antncios de paginas coletadas através
de feeds, e o uso de métodos tradicionais de pré-processamento de textos [83] tais como a
remocao de stop words (palavras de pouco valor informacional como artigos, preposi¢des
e conjuncdes) e o stemming, que consiste na extracdo dos radicais das palavras do texto.
A identificacao de entidades nos textos € feita através da ferramenta Illinois Named Entity
Tagger [102], que utiliza técnicas de processamento de linguagem natural para identificar
referéncias a entidades (pessoas, organizagdes, locais, etc.) em texto livre. Apos a fase de

Shttp://www.observatorio.inweb.org.br/eleicoes2010.
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Figura 2.15. Exemplo de Visualizacdo de Dados Gerados a Partir da Identificacédo
de Entidades no Observatério das Elei¢coes.

identificacdo, segue-se uma fase de desambiguacdo de entidades. Isso € necessario por-
que os métodos identificacdo de entidades tém dificuldade, em geral, de diferenciar “José
Serra” de “Serra da Piedade”, ou “Lula presidente” de “Lula Molusco”. Para isso, um
método de classificac@o foi utilizado para aprender a associar entidades a determinados
contextos.

A Figura 2.16 ilustra um RSS feed processado para identificacdo de entidades
pelo Observatorio das EleicOes. As tags sdo usadas como identificadores para distinguir
as duas entidades em todos os textos processados.

A pré-candidata do PT a Presidéncia da Repiiblica <Person2> Dilma Rousseff
</Person2> , quer juntar ao seu redor o maior niimero de legendas que hoje es-
tdo na base aliada do presidente <Personl> Luiz Indcio Lula da Silva </Personl>

Figura 2.16. Exemplo de RSS Feed com Entidades Identificadas no Observatoério
das Eleicoes

2.5.2. Identificacao de Entidades

O problema de identificacdo de entidades nomeadas (Named Entity Recognition —
NER) consiste em encontrar palavras que ocorrem em um documento ou trecho de texto
ndo estruturado e que fagam referéncia a entidades do mundo real. Este problema tem
sido estudado em vdrios contexto como identificagdo de nomes de pessoas e companhias
em noticias, identificacdo de genes e proteinas e publicagdes biomédicas, etc. [37]. A
Figura 2.17(a) ilustra o resultado tipico da aplicacdo de um método de extracio de enti-
dades.

Uma abordagem comum para o problema de NER € a de rotulamento de sequén-



<pessoa> Odorico Paraguacu <pessoa> foi <cargo> prefeito </cargo> eterno
de <local> Sucupira </local>, cidadezinha localizada em algum lugar da <local>
Bahia </local>, a qual governou com muita sabedoria e inteligéncia. Dotado de
uma habilidade incrivel com as palavras fruto de seu curso na <organizagdo> Uni-
versidade de Sourbone </organizacdo>), cativava as massas numa época em que oS
comicios ndo tinham nem fanfarra, quanto mais bandas completas.®

(a)

’ Odorico ‘ Paraguacu ‘ foi ‘ prefeito ‘ eterno ‘ de ‘ Sucupira ‘
pessoa pessoa outro cargo outro outro local
(b)

Figura 2.17. Exemplo de um trecho de texto com entidades identificadas (a) e
como uma sequéncia rotulada (b)

cias. Um documento € representado como uma sequéncia x de tokens xi,...,x, € um
classificador associa X a uma sequéncia paralela de rétulos y = yy,...,yy, onde cada y;
¢ um rétulo pertencente a um conjunto Y. Uma atribui¢io correta dos rétulos permite a
identificacdo direta das entidades. Por exemplo, na sequéncia ilustrada na Figura 2.17(b),
cada token recebe um rétulo, sendo que um rétulo especial outro € associado aos tokens
que ndo sdo partes de nomes de entidades.

A construcdo do classificador pode ser feita usando técnicas de aprendizagem de
maquina, ou seja, utilizando dados de treinamento que representam exemplos de mapea-
mento de sequéncias x para sequéncias y. Isso é feito, em geral, através de documentos
manualmente anotados de forma similar ao que estd ilustrado na Figura 2.17(b). Es-
tes classificadores s@o gerados pelo no aprendizado de modelos sequenciais tais como
Hidden Markov Models [55] ou Conditional Random Fields [73] ou suas variagdes (por
exemplo, [39]).

A maioria dos métodos de aprendizado explora de alguma forma a caracteristica
sequencial do processo de classificacdo, de forma que rotulo atribuido a um token depen-
dera dos rétulos atribuidos aos tokens em sua vizinhanga. Por exemplo, considerando que
nomes de pessoas no Brasil t€ém usualmente entre trés e quatro tokens, se y; recebe o r6-
tulo Pessoa, entdo a probabilidade de y;1,...,y;+3 receberem o mesmo rétulo aumenta,
enquanto que a probabilidade de y; 4 em diante receberem o este rétulo diminui.

Em outras palavras, seja x uma varidvel aleatéria sobre uma sequencia de dados
a serem rotulados. Cada x; é chamado de uma observacdo. Seja' y uma varidvel aleatéria
sobre uma sequencia de rétulos correspondentes a estes dados. Desta forma, o problema
de identificacdo de entidades se reduz ao problema de atribuir os rétulos em y a sequéncia
de token x de forma a maximizar a probabilidade condicional P(y|x).

Assim, abordagem baseadas em aprendizagem de mdaquina para NER consistem
no aprender modelos sequenciais tais como Hidden Markov Models [S5] ou Conditional
Random Fields [73] ou suas variagdes (por exemplo, [39]).

De forma geral, o modelo de Conditional Random Fields representa o estado da



arte para extracdo de entidades. Como descrito em [73], P(y|x) neste modelo é estimada
da seguinte forma:

1 n
P(y[x) _ZTeXp Zlkfk YisYi-1,X) +(;Hege(yi,x)))
i=1

1

_ - . T oo
_ZTGXP l; f(vi,yi1,x) + 1" g(yi,x)))

onde

ZGXP Z (yl,yz 1,X )"—;uTg(yl?X)))
=1

e f,g sdo conjuntos de fungoes pré-definidas que computam valores bindrios para features
ou caracteristicas observadas entre um par de rétulos na sequéncia (f) e em um determi-
nado token na sequéncia (g). Os valores de A;,A3,A3, ..., U1, U2, U3, ... sA0 parAmetros
que indicam o “peso” de cada feature. Exemplos de features sdo: (1) uma funcdo g que
retorna verdadeiro se o token em x; comeca com maitsculo e o rétulo y; é pessoa; (2)
f retorna verdadeiro se o rétulo y;_1 € pessoa e o rétulo y; € outro. Também é comum
utilizar diciondrios ou gazeteers para gerar features. Assim, por exemplo, determinada
fun¢do g pode retornar verdadeiro se token em x; se encontra em um gazeteers € y; é
lugar;

O treinamento de um modelo CRF consiste em fornecer um conjunto de
sequéncias de treino corretamente rotuladas e determinar os valores dos parametros
A, A2, A3, ..l Uo, Ua, . .. que maximizam P(y|X) para estes exemplos. Existem varias
propostas na literatura para ajustar estes parametros. Uma delas é o algoritmo de gradiente
descendente [43].

O processo de identificacdo de entidades propriamente dito se d4 pela execugdo
do processo de inferéncia do modelo CRF treinado. Assim, dados os pardmetros A e U,
deseja-se encontrar a instincia de rétulos y* que maximiza P(y|x), ou seja,

y* _argmaxexp Z £(yi, yio1,%) + 1" g(vi,x)))-

Para isso € geralmente utilizado o Algoritmo de Viterbo que utiliza programacao dindmica
fazendo somas parciais das matrizes de forma incremental [55].

Como ja mencionado, no Observatorio das Elei¢des utilizamos um sistema cha-
mado /llinois Named Entity Tagger [102] para fazer o reconhecimento de entidades. Este
sistema se baseia no modelo CRF e tem atualmente o melhor desempenho comparativo
entre os sistemas de NER. Neste sistema, o treinamento € feito para que o sistema re-
conheca o entidades com varios tokens, distinguindo os tokens que ocorrem no inicio,
no final da ocorréncia da entidade e também os tokens ocorrendo dentro e fora desta
ocorréncia. Os autores demonstram que esta configuracdo ¢ melhor que o esquema de
treinamento tradicional (inicio, dentro e fora). O sistema € capaz de reconhecer quatro
tipos de entidades: pessoas, organizacdes, locais e miscelanea. Utiliza features baseadas
em fontes externas, tais como gazeteers e dados obtidos da wikipedia.



2.5.3. Resolucio de Entidades

Uma vez que as referéncias a entidades sao identificadas em um certo corpus,
algumas aplicacdes podem requerer ainda que sejam estabelecidas correspondéncias entre
referéncias distintas que se refiram a uma mesma entidade do mundo real. Este problema
¢ conhecido como Resolugdo de Entidades [19].

Existem na realidade dois subproblemas relacionados ao problema de resolucao
de entidades, os quais ilustramos pelos trechos de texto apresentados na Figura 2.18.

D, O Acre ¢ o estado mais a oeste do Brasil, seu territério € inteiramente
recoberto pela Floresta Amazonica. E também berco de grandes no-
mes como <pessoa>Marina Silva</pessoa>, politica, e <pessoa>Gloria
Perez</pessoa>, novelista.

D> Ao lado da entdo ministra da Casa Civil, <pessoa>Dilma
Rousseff</pessoa>, <pessoa>Lula</pessoa> acabou rece-
bendo uma amostra do oJleo na <pessoa>Marina</pessoa> da
<pessoa>Gloria</pessoa>, no Rio, para onde o evento foi transferido.

D3 | A candidata <pessoa>Dilma</pessoa>, vencedora do primeiro turno das
eleigcoes, telefonou hoje para a candidata <pessoa>Marina</pessoa> do
PV e a parabenizou pelo seu desempenho nas urnas.

Figura 2.18. Exemplo de um Trecho de Texto com Entidades Identificadas (a) e
como uma Sequéncia Rotulada (b).

O primeiro subproblema consiste em determinar o conjunto de referéncias distin-
tas no corpus que sdo utilizadas para se referir a mesma entidade no mundo real. Este
é caso de “Marina Silva” em D e “Marina” em D3, e também de “Dilma Rousseff” em
D, e “Dilma” em D3. Este subproblema € conhecido como Identificagdo [19] ou Co-
referéncia [68]. Note que este problema também pode ser causado por erros de escrita,

formatacdo, etc., ou mesmo pelo uso de apelidos (p.ex., “Dilma”) e anaforas (p.ex., “a
ministra”).

O segundo subproblema consiste em distinguir quando referéncias muito simila-
res, ou até mesmo exatamente iguais, se referem a diferentes entidades do mundo real.
Esse € o caso de “Marina” em D3 e em D, e também de “Gléria Perez” em D3 e “Gléria”
em D;. Este problema é chamado de Desambiguagdo [19]. Note que neste caso espe-
cifico o problema foi causado por uma falha do processo de identificacdo de entidades
em D;. Tais problemas sao comuns e, dependendo do dominio de aplicacdo, podem ser
exacerbados pelo uso de abreviagdes.

A solucdo do problema de resolucdo de entidades pode ser determinante para a
qualidade dos resultados obtidos a partir da andlise das entidades extraidas. Por outro
lado, se neglicenciado, este problema pode comprometer o conhecimento derivado destes
resultados. Por exemplo, as andlises realizadas pelo Observatério das Elei¢des poderiam
ser seriamente afetadas se referéncias ao candidato “José Serra” e a “Serra da Piedade”
ndo sofressem desambiguacao.



Na literatura recente, o problema de resolucio entidades tem sido tratado através
do calculo da similaridade entre os atributos associados as entidades (no caso de bancos
de dados) [41] ou utilizando, quando possivel, grafos de co-ocorréncia de entidades [19].
Em corpora textuais, ferramentas linguisticas tém sido usadas para solucdo deste pro-
blema [98]. No caso do Observatorio das Elei¢Oes, o problema foi tratado através de
uma solucao simples baseada em classificagdo usando centroides [67], que neste caso sao
usado para representar o contexto em que determinada entidade € tipicamente encontrada
em termos de vocabuldrio recorrente.

Seja r; uma referéncia a entidade identificada no corpus que estd sendo processado.
Seja D; o conjunto de documentos (i.e., tweets, comentarios do YouTube, etc.) nos quais
ri ocorre. Para cada documento d;; € D;, extraimos os termos (palavras) que nele se
encontram e pré-processamos fazendo remocgao de stop-word e steming. Tomamos entdo
estes termos e geramos vetores dzk de acordo com o modelo vetorial [7], considerando
que o vocabuldrio do corpus corresponde ao espaco de termos.

Um centroide ¢; que representa D; é definido como

1

a:F Y dix

| i| dszDj

Chamamos o centroide ¢; de Contexto da referéncia r;. Como sugerido em [67],
podamos ¢; para utilizar somente os K termos mais frequentes’, evitando assim a intro-
ducao de ruido e acelerando o processamento.

Para fins de resolug¢do de entidades, consideramos que duas referéncias r; e r;
sdo co-referentes, ou seja, se referem a mesma entidade, somente se r; € similar a r;j
e 0 cosseno entre os vetores ¢; e ¢, cos(c;,¢;), € menor ou igual a um limiar €. Para
isso, a similaridade entre r; (e.x., “Marina Silva”) e r; (“Marina da Gloria”) pode ser
calculada usando uma fung¢ao de similaridade de strings e valor de € pode ser determinado
empiricamente.

2.6. Bases de Dados Disponiveis na Web

Virios trabalhos que coletaram dados de redes sociais online oferecem disponi-
bilizam os dados coletados para a comunidade académica. A seguir, algumas bases con-
tendo dados publicos disponiveis na Web sdo relacionadas.

e Dados sobre Orkut, Flickr, LiverJournal e YouTube. Foram utilizados no traba-
lho [87] e estdo disponiveis em http://socialnetworks.mpi-sws.org/
data-imc2007.html

e Dados sobre os videos de duas categorias inteiras do YouTube. Coletados em
2007 e utilizados no artigo [30]. Disponivel em http://an.kaist.ac.kr/
traces/IMC2007.html.

7Em experimentos de calibragio determinamos K = 100 como um valor adequado.



e Dados do Flickr coletados ao longo do tempo. Esses dados foram utilizados na
referéncia [86] e estdo disponiveisem http://socialnetworks.mpi-sws.
org/data-wosn2008.html.

e Dados sobre a popularidade de videos do YouTube com registro do crescimento e
fontes dos acessos ao longo do tempo. Foram utilizados na referéncia [54] e estdo
disponivis em http://vod.dcc.ufmg.br/traces/youtime/.

e Grafo completo contendo 55 milhdes de usudrios do Twitter e cerca de 1.8 bilhdes
de tweets. Esses dados foram utilizados nas referéncias [29, 11] e estdo disponiveis
no endereco http://twitter.mpi-sws.org/.

e Dados sobre o grafo de amizade e postagens de amostra de usudrios do Facebook.
Utilizados na referéncia [115] e disponiveis em http://socialnetworks.
mpi-sws.org/data-wosn2009.html.

e Colec¢do de usudrios do YouTube, manualmente classificados como spammers, pro-
moters ou usudrios legitimos. Esses dados foram utilizados nos seguintes traba-
lhos [13, 16, 74]. A base de dados estd disponivel em http://homepages.
dcc.ufmg.br/~fabricio/testcollectionsigir09.html.

e Colecdo de dados do Del.icio.us e do Digg. Colecdo utilizada em diferen-
tes artigos e disponivel em http://www.public.asu.edu/~mdechoud/
datasets.html.

2.7. Conclusoes

Redes sociais online se tornaram extremamente populares e parte do nosso dia
a dia, causando o surgimento de uma nova onda de aplicacdes disponiveis na Web. A
cada dia, grandes quantidades de contetdo sdo compartilhadas, e milhdes de usudrios
interagem através de elos sociais. Apesar de tanta popularidade, o estudo de redes sociais
ainda estd em sua infancia, j4 que estes ambientes estdo ainda experimentando novas
tendéncias e enfrentando diversos novos problemas e desafios.

Redes sociais online compdem ambientes perfeitos para o estudo de varios temas
da computagdo, incluindo sistemas multimidia e interagdo humano-computador. Além
disso, por permitir que usudrios criem conteudo, aplicacdes de redes sociais vém se tor-
nando um tema chave em pesquisas relacionadas a organizagdo e tratamento de grandes
quantidades de dados, além de constituirem um ambiente ideal para extracdo de conheci-
mento e aplicacdo de técnicas de mineracao de dados.

Este trabalho oferece uma introducdo ao pesquisador que pretende explorar o
tema. Inicialmente, foram apresentadas as principais caracteristicas das redes sociais mais
populares atualmente. Em seguida, discutimos as principais métricas e tipos de anélises
utilizadas no estudo dos grafos que formam a topologia das redes sociais. Finalmente, su-
marizamos as principais abordagens utilizadas para se obter dados de redes sociais online
e discutimos trabalhos recentes que utilizaram essas técnicas.
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